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摘  要  传统的机器学习方法在特征提取时容易受到主观经验的影响，导致对水声信号目标的识别准确率

不高。而一般深度学习算法模型较复杂，通常具有训练耗时、计算复杂度高等缺点。极限学习自编码器具有很

强的非线性处理能力，适合针对具有非线性特点的水声信号目标的识别，而且模型具有学习速度快，泛化能力

强等显著优势。将极限学习自编码器算法应用于水声信号目标识别中，并与卷积神经网络、自编码器和极限学

习机识别方法进行对比，结果表明：提出的方法对水声信号目标识别的准确率最优，且训练时间较短。 
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A Target Recognition Method for Underwater Acoustic Signals Based on Extreme  
Learning Autoencoder 

CAO Lin 
（Underwater Test and Control Laboratory，Dalian 116013，China） 

Abstract  Traditional machine learning methods are easily influenced by subjective experience during feature 
extraction，which leads to low recognition accuracy of underwater acoustic targets. However，deep learning algorithm 

models are relatively complex，which usually have the disadvantages of time-consuming training and high 

computational complexity. Extreme learning autoencoder has strong non-linear processing ability，which is suitable 

for recognition of underwater acoustic signals with nonlinear characteristics. Moreover，the model has significant 

advantages such as fast learning speed and strong generalization ability. In this paper，the extreme learning 

autoencoder algorithm is applied to underwater acoustic signal recognition，and is compared with convolutional 

neural networks，autoencoders，and extreme learning machine recognition methods. The results show that the 
proposed method has the best accuracy in target recognition of underwater acoustic signals and needs shorter training 
time. 
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0  引言 

水声信号的识别问题一直以来都是水声工程

领域研究的重点和难点。国内外的研究人员长期以 

来一直致力于研究应用机器学习理论进行水声

目标识别的方法，即在研究水声信号的非线性、

非平稳等特性的基础上 [1-2]，提取了水声信号的

时域特征、频域特征、时频特征等，并利用支持
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向量机、人工神经网络等分类器来实现水声信号

的目标分类识别。然而，传统的机器学习方法在

特征提取过程中需要较高质量的数据并容易受

到主观经验的影响，导致水声信号目标识别的效

果不理想。  

近年来，深度学习方法在处理非线性信号方

面的研究取得了很大的进展，国内外学者纷纷将

深度学习方法应用到水声信号目标识别中[3-7]。深

度学习是一种利用非线性信息处理技术实现多层

次、监督或无监督的特征学习和转换，并进行模

式分析和分类的机器学习理论和方法。可以自适

应地学习水声信号中的深度特征并进行分类识

别，不需要依赖大量先验知识。然而，一般的深

度学习网络为了学习更深层的特征，往往具有模型

训练耗时、计算复杂度高等缺点。KASUN 等人[8]

提出了极限学习机自编码器的特征表示方法，极

限学习机自编码器具有非常棒的非线性处理能

力，且具有模型学习的速度快、精度高、人为干

扰最小等显著优势[9-10]，利用该方法能够快速的建

立水声信号与目标之间的非线性关联关系，目前

尚未在公开资料中见到其应用在水声信号目标识

别领域中。因此，本文将极限学习自编码器算法

应用于水声信号目标识别中，以现有的实测水声

信号数据为例，对输入为不同帧长的水声信号进

行训练和测试，并对识别准确率和训练时间进行

对比，结果表明，该方法可以有效的提升对水声

信号目标的识别性能。 

1  模型算法原理 

1.1  极限学习机算法原理 

2004 年，南洋理工大学的黄广斌教授提出了

极限学习机（ELM）算法[11]，该算法能够改善传

统基于梯度的单隐层网络中存在的训练速度慢、

局部最小值、学习率选择敏感等问题 [12-16]。ELM

算法的主要思想是只要激活函数可以无穷地可

微，输入权值和隐藏层偏置值就能随机设置。一

旦在训练开始这些参数被赋予随机的值，那么隐

藏层的输出矩阵 H 就保持不变了，网络的训练相

当于只是简单的求取矩阵的广义逆而无需反复的

迭代。因此 ELM 不仅能达到最小的训练误差，使

得训练速度极快，而且能达到输出权值的最小范

数，因此有着较强的泛化能力。ELM 的网络结构

如图 1 所示。 

 

图 1  ELM 模型结构图 
Fig. 1  ELM model structure diagram 

 
极限学习机建立于单隐层神经网络基础之上，

对于 N 个不同样本 1{( , ) | , }m l N
i i i i i R Rx o x o ，一

个隐层神经元节点的数目为 N，激励函数为 ( )g x 的

ELM 网络数学模型可表示为 
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式中： T
1 2[ , ,..., , ]i i i ina a aa 表示连接第 i个隐层节点

的输入权， ib 表示第 i 个隐层节点的偏差，
T

1 2[ , ,..., ]i i i im   表示连接第 i 个隐层节点的输

出权， jo 表示第 j 个样本对应的 ELM 网络输出，

其矩阵形式为： H O ，其中 H 表示隐藏层的输

出矩阵，即 1 2[ , ,..., ]Nh h hH 。模型训练的关键取

决于在极短的时间内确定网络的结构以及网络的

各项参数： ( , , )=W a b  ，即 
2
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黄广斌教授通过理论推导证明：给 ELM 网络

的输入权值 a 随机赋值，将 ib 全部赋值为 0，只需

隐层节点足够多（最高为学习样本总数），隐层输

出矩阵总为满秩矩阵，ELM 有精确解，可直接求

解输出权值矩阵  。 

1.2  自编码器算法原理 

自编码器（AE）是一种无监督学习算法，由

编码器部分和解码器部分构成[17]，编码器可以将输

入数据进行压缩，到隐藏层之后重新解压并映射回

输出层，如图 2 所示。 
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图 2  自编码器模型结构图 
Fig. 2  Autoencoder model structure diagram 

式中，编码函数为： ( ) ( )ff x x b w ，βf 为编码

器的激活函数，通常为 sigmoid 激活函数，w 为输

入层和隐藏层之间的权重。解码函数为 
T( ( )) ( ( ) )gg f x f x c w  

式中，βg 为解码器的激活函数，wT 为隐藏层与输

出层间的权重。由于自编码器是一种无需标记的无

监督特征学习方法[18]，可以降低数据的维度并能够

有效的学习水声信号数据中的深层特征，从而提取

鲁棒的声纹特征。 

1.3  极限学习自编码器算法原理 

极限学习机作为一种单隐层神经网络，具有较

高的分类准确度和较强的非线性数据拟合能力。在

将极限学习机用于水声信号的分类识别时发现，对

于小样本识别问题，极限学习机的泛化能力相对较

差，此外，由于输入权值采用随机赋值方式，导致

极限学习机性能不稳定。自编码器在不需要标签数

据的情况下经过训练可以将输入数据压缩为潜在空

间表示，从潜在的空间表示中重构输入数据，这样

做的好处是可以学习水声信号中的非线性特征。 

因此，本文考虑结合极限学习机和自编码器各

自的优点，将极限学习自编码器（ELM-AE）应用

到水声信号目标识别问题中，ELM-AE 模型结构如

图 3 所示。该模型像 ELM 一样，也由输入层、隐

含层、输出层组成，对于单隐层神经网络，ELM-AE

模型将输入数据作为输出数据，其目标是最小化输

入 X 的重构误差，这样可以学习到原始水声信号

数据高级的特征表示。此外，ELM-AE 选择随机生

成的隐藏节点的权值和偏差正交，不仅能提高模型

的训练速度，还能获得全局最优解[19-21]。 

 

图 3  ELM-AE 模型结构图 
Fig. 3  ELM-AE model structure diagram 

 
ELM-AE 的输出可以用如下表达式表示： 

1
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i
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    a x  

式中： ia 和 ib 与 ELM 网络表示的意思相同， i 输

出层权值的计算与 ELM 相似，公式为[22] 

T 1 T= X
C

I
（ + ） H H H-

 

2  模型实验与结果分析 

2.1  实验环境配置与数据样本分布 

本文实验的运行环境为 ubuntu16.04 操作系



·228· 数字海洋与水下攻防 第 7卷 
 

 

统，GPU：A6000，内存：512G，编程语言：python3.5.3。 

将现有的实测船舶水声音频信号数据整理

成 A、B 两类，其中每类目标包括若干种不同的

航行工况，样本分布情况如表 1 所示，每个时序

样本的时间长度为 3 s，采样率为 28 000 Hz，样

本幅值经归一化处理后在[–1，1]范围内，在实验

过程中选取数据集中的 80%作为训练集，20%作

为测试集。  

 
表 1  水声信号数据样本分布情况 

Table 1  Sample distribution of underwater  
acoustic signals  

数据类型 工况种类 样本个数 

A 14 种 531 

B 21 种 606 

 
2.2  模型训练与结果分析 

本文中的 ELM-AE 网络模型结构设置为 128- 

64-32-64-128-40，如表 2 所示，其中 128-64-32- 

64-128 为 AE 网络的模型结构，编码块的结构为

128-64，32 为中间隐层节点，64-128 为解码块的

结构，此外，ELM 结构的隐层节点个数为 40。 

 
表 2  ELM-AE 网络模型结构 

Table 2  The ELM-AE network model structure 

网络结构 ELM 隐层节点个数 

128-64-32-64-128-40 40 

128-64-32-64-128-40 40 

128-64-32-64-128-40 40 

128-64-32-64-128-40 40 

128-64-32-64-128-40 40 

 
在模型的训练阶段，首先将水声信号数据送入

AE 网络以实现水声信号潜在特征的提取，误差函

数采用均方根误差，然后利用 ELM 网络对 AE 的

参数进行优化，ELM-AE 模型的最大迭代次数设置

为 100，学习率设置为 0.001，激活函数采用 ReLu，

当模型经过 100 次的迭代之后，得 ELM-AE 模型

的训练损失曲线，如图 4 所示，从图中可以看到，

ELM-AE 模型在训练时拟合效果不错，并未出现过

拟合和欠拟合的现象。 

 

图 4  ELM-AE 模型训练损失曲线图 
Fig. 4  Training loss curve diagram of ELM-AE model 

 
此外，本文分别将水声信号的测试数据送入到

训练好的 ELM、AE、CNN 和 ELM-AE 模型中进

行识别性能验证。 

表 3 列出了不同帧长的原始水声信号作为

ELM 的输入信号，ELM 的网络结构包括输入

层、一个隐藏层（隐藏层结点个数设置如表 3

所示）和输出层，用 ELM 模型进行分类识别的

识别效果。  

 
表 3  ELM 模型识别结果 

Table 3  Recognition results of ELM model  

数据长度/s 
ELM 隐层结点

个数 
训练时间/s 识别率/%

0.5 40 8.7 76.68 

1 40 8.9 87.12 

3 20 9.5 88.40 

3 40 10.2 90.04 

3 60 12.6 89.29 

5 40 12.9 87.22 

5 60 13.5 86.56 

10 40 14.2 85.74 

 
通过上述表格以及大量的实验可以得知：选

择长度为 3 s 的水声信号测试数据作为极限学习

机的输入最为合适，且 ELM 隐藏层节点个数设

置 40 的水声信号目标的识别准确率最高，达到

90.04%，同时，模型的训练速度很快，训练时间

达到 10.2 s。  
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表 4 中列出应用 AE 对水声信号特征学习并进

行分类识别的结果。 

 
表 4  AE 模型识别结果 

Table 4  Recognition results of AE model  

数据长度/s 网络结构 训练时间/s 识别率/%

0.5 128-64-32-64-128 9.3 75.24 

1 128-64-32-64-128 9.8 76.33 

3 128-64-32-64-128 11.4 86.67 

5 128-64-32-64-128 13.1 80.12 

10 128-64-32-64-128 16.5 78.75 

 
在输入水声信号为 3 s 时长的测试数据时，应

用 AE 模型的最优识别结果为 86.67%，而应用极限

学习机分类识别结果为 90.04%。结果表明，极限

学习机分类识别性能优于 AE，模型的训练速度略

高于 AE 网络。 

表 5 中列出应用 CNN 对水声信号特征学习并

进行分类识别的结果。 

表 5  CNN 模型识别结果 
Table 5  Recognition results of CNN model  

数据长度/s 网络结构 训练时间/s 识别率/%

0.5 64C-2P-128C-2P-512C-100C 52.9 90.24 

1 64C-2P-128C-2P-512C-100C 55.8 92.33 

3 64C-2P-128C-2S-512C-100C 65.7 95.67 

5 64C-2P-128C-2P-512C-100C 69.2 87.82 

10 64C-2P-128C-2P-512C-100C 73.5 89.75 

 
在上表卷积网络结构中，C 和 P 分别代表卷积层

和池化层，两者前面的数字代表卷积层或者池化层

特征图的个数。在池化层中，第 1 个池化层选择最

大值池化，第 2 个池化层选择均值池化。在输入水

声信号为 3 s 时长的情况下，应用 CNN 的最优识别

结果为 95.67%，优于 ELM 的识别率 90.04%和 AE

的识别率 86.67%。结果表明，虽然 CNN 的识别率较

高，但是它的训练速度远低于 ELM 和 AE。 

表 6 中列出应用 ELM-AE 对水声信号特征学

习并进行分类识别的结果。 

 
表 6  ELM-AE 模型识别结果 

Table 6  Recognition results of ELM-AE model  

数据长度/s 网络结构 ELM 隐层节点个数 训练时间/s 识别率/% 

0.5 128-64-32-64-128-40 40 11.2 78.21 

1 128-64-32-64-128-40 40 12.4 89.58 

3 128-64-32-64-128-40 40 13.6 96.25 

5 128-64-32-64-128-40 40 14.8 88.81 

10 128-64-32-64-128-40 40 20.2 87.46 

 
在输入测试数据时长为 3 s 情况下，ELM 隐层

节点个数为 40 时，应用 ELM-AE 分类识别结果为

96.25%，高于 ELM、AE 和 CNN 网络，模型的训

练时间为 13.6 s，远高于 CNN 网络。 

3  结束语 

本文通过利用含有不同工况的 A、B 两类船舶

水声信号数据集作为实验对象，将极限学习自编码

器应用到水声信号的目标识别中，并与 ELM、AE

和 CNN 模型的识别性能进行对比。实验结果表明，

在选择输入信号时长为 3 s 的情况下，本文提出方

法的识别准确率为 96.25%，高于 ELM、AE和 CNN，

模型的训练速度较快，远高于 CNN 网络。能够有

效地对水声信号目标进行识别。 

本文的不足之处在于所使用的水声信号数据

集样本量较少，数据种类不够丰富，使得模型结果

的可靠性降低，下一步需增加水声数据的种类和数

量，以提高模型的泛化能力。 
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